Нейрокомпьютинг

Вводная.

Введение в предмет Computational Neuroscience (вычислительная нейронаука). Истоки нейронауки: достижения биологии и физиологии, психологии, дискретная математики, кибернетики, статистической физики и синергетики. Роль компьютерного моделирования. Философские основания нейронауки. Исторический обзор. Структура курса. Учебная и ознакомительная литература
"Подмигните компьютеру - он поймет". В начале 90-х под таким заголовком в старейшей уважаемой газете Нью-Йорк Таймс появилась статья, рассказывающая о современных достижениях и направлениях в области интеллектуальных компьютерных систем. Среди магистральных путей развития данной отрасли эксперты издания выделили 

· Компьютеры с высокой степенью параллелизма обработки информации, которые могут разделить ту или иную задачу на части и обрабатывать их одновременно, тем самым значительно сокращая общее время вычислений; 

· Компьютеры, в которых вместо электронных сигналов для передачи информации используется оптика. Оптические сигналы уже начали использоваться для передачи данных между компьютерами; 

· Компьютеры с нейронными сетями, представляющие собой машины, работающие аналогично тому, как по нашим современным представлениям, функционирует мозг. 

Нейроны образуют два характерных типа соединений - конвергентные, когда большое число нейронов одного уровня контактирует с меньшим числом нейронов следующего уровня, и дивергентные, в которых контакты устанавливаются со все большим числом клеток последующих слоев иерархии. Сочетание конвергентных и дивергентных соединений обеспечивает многократное дублирование информационных путей, что является решающим фактором надежности нейронной сети.

Дискуссионные вопросы, касающиеся возможности моделирования психики, сознания и т.п. находятся за рамками нашего издания. 


Рис. Функциональная схема формального нейрона Маккалока и Пиитса.

В качестве модели такого логического элемента, получившего в дальнейшем название "формальный нейрон", была предложена схема, приведенная на Рис. 4.1. С современной точки зрения, формальный нейрон представляет собой математическую модель простого процессора, имеющего несколько входов и один выход. Вектор входных сигналов (поступающих через "дендриды") преобразуется нейроном в выходной сигнал (распространяющийся по "аксону") с использованием трех функциональных блоков: локальной памяти, блока суммирования и блока нелинейного преобразования. 

Вектор локальной памяти содержит информацию о весовых множителях, с которыми входные сигналы будут интерпретироваться нейроном. Эти переменные веса являются аналогом чувствительности пластических синаптических контактов. Выбором весов достигается та или иная интегральная функция нейрона. 

В блоке суммирования происходит накопление общего входного сигнала (обычно обозначаемого символом net), равного взвешенной сумме входов: 
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Теорема об обучении персептрона.

Обучение сети состоит в подстройке весовых коэффициентов каждого нейрона. Пусть имеется набор пар векторов (x, y),  = 1..p, называемый обучающей выборкой. Будем называть нейронную сеть обученной на данной обучающей выборке, если при подаче на входы сети каждого вектора x на выходах всякий раз получается соответсвующий вектор y 

Предложенный Ф.Розенблаттом метод обучения состоит в итерационной подстройке матрицы весов, последовательно уменьшающей ошибку в выходных векторах. Алгоритм включает несколько шагов: 

	Шаг 0. 
	Начальные значения весов всех нейронов [image: image2.png]wit
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полагаются случайными. 

	Шаг 1. 
	Сети предъявляется входной образ x, в результате формируется выходной образ [image: image3.png]=Yy





	Шаг 2. 
	Вычисляется вектор ошибки [image: image4.png]


, делаемой сетью на выходе. Дальнейшая идея состоит в том, что изменение вектора весовых коэффициентов в области малых ошибок должно быть пропорционально ошибке на выходе, и равно нулю если ошибка равна нулю. 

	Шаг 3. 
	Вектор весов модифицируется по следующей формуле: [image: image5.png]Wt +AD =W (0) +mx= - (5°)



. Здесь [image: image6.png]0<n<1



- темп обучения. 

	Шаг 4. 
	Шаги 1-3 повторяются для всех обучающих векторов. Один цикл последовательного предъявления всей выборки называется эпохой. Обучение завершается по истечении нескольких эпох, а) когда итерации сойдутся, т.е. вектор весов перестает измеяться, или б) когда полная просуммированная по всем векторам абсолютная ошибка станет меньше некоторого малого значения. 


В завершении остановимся на тех проблемах, которые остались открытыми после работ Ф.Розенблатта. Часть из них была впоследствии решена (и будет частично рассмотрена в следующих лекциях), некоторые остались без полного теоретического решения. 

1. Практическая проверка условия линейной разделимости множеств. Теорема Розенблатта гарантирует успешное обучение только для персептронно представимых функций, однако ничего не говорит о том, как это свойство практически обнаружить до обучения 

2. Сколько шагов потребуется при итерационном обучении? Другими словами, затянувшееся обучение может быть как следсвием не представимости функции (и в этом случае оно никогда не закончится), так и просто особенностью алгоритма. 

3. Как влияет на обучение последовательность предъявления образов в течение эпохи обучения? 

4. Имеет ли вообще  -правило преимущества перед простым перебором весов, т.е. является ли оно конструктивным алгоритмом быстрого обучения? 

5. Каким будет качество обучения, если обучающая выборка содержит не все возможные пары векторов? Какими будут ответы персептрона на новые вектора? 

Последний вопрос затрагивает глубокие пласты вычислительной нейронауки, касающиеся способностей искусственных систем к обобщению ограничеснного индивидуального опыта на более широкий класс ситуаций, для которых отклик был заранее не сообщен нейросети. Ситуация, когда системе приходится работать с новыми образами, является типичной, так как число всех возможных примеров экспоненциально быстро растет с ростом числа переменных, и поэтому на практике индивидуальный опыт сети всегда принципиально не является полным. 

Возможности обобщения в нейросетях будут подробнее рассмотрены далее. 
Обучение как задача многофакторной оптимизации.
Состояние, при котором нейронная сеть выполняет требуемую функцию, называют обученным состоянием сети W*.
Общая проблема кибернетики, заключающаяся в построении искусственной системы с заданным функциональным поведением, в контексте нейроных сетей понимается, как задача синтеза требуемой искусственной сети. Она может включать в себя следующие подзадачи: 1) выбор существенных для решаемой задачи признаков и формирование признаковых пространств; 2) выбор или разработка архитектуры нейронной сети, адекватной решаемой задаче; 3) получение обучаюшей выборки из наиболее представительных, по мнению эксперта, векторов признаковых пространств; 4) обучение нейронной сети на обучающей выборке. 

Отметим, что подзадачи 1)-3) во многом требуют экспертного опыта работы с нейронными сетями, и здесь нет исчерпывающих формальных рекомендаций. Эти вопросы рассматриваются на протяжении всей книги в применении к различным нейросетевым архитектурам, с иллюстрациями особенностей их обучения и применения. 

Классификация и категоризация.
задачей систем-классификаторов является установление принадлежности образа к одному из формально определенных классов. Примерами такой задачи является задача классификации растений в ботанике, классификация химических веществ по их свойствам и типам возможных реакций, в которые они вступают, и другие. Формальные признаки могут быть определены посредством правил типа “если..-то..”, а системы, оперирующие с такими правилами, получили название экспертных систем. Традиционной областью применения классификаторов на нейронных сетях является экспериментальная физика высоких энергий, где одной из актуальных задач выступает выделение среди множества зарегистрированных в эксперименте событий с элементарными частицами событий, представляющих интерес для данного эксперимента. 

Проблема категоризации находится на ступеньку выше по сложности в сравнении с класиификацией. Особенность ее заключается в том, что помимо отнесения образа к какой-либо группе, требуется определить сами эти группы, т.е. сформировать категории. 

В случае обучения с учителем (например, в персептроне) формирование категорий происходит методом проб и ошибок на основе примеров с известными ответами, предоставляемыми экспертом. Формирование категорий весьма напоминает процесс обучения у живых организмов, поэтому обычно эксперта называют “супервизором” или учителем. Учитель управляет обучением при помощи изменения параметров связей и, реже, самой топологии сети. 

Задачей системы-категоризатора является формирование обобщающих признаков в совокупности примеров. При увеличении числа примеров несущественные, случайные признаки сглаживаются, а часто встречающиеся - усиливаются, при этом происходит постепенное уточнение границ категорий. Хорошо обученная нейросетевая система способна извлекать признаки из новых примеров, ранее неизвестных системе, и принимать на их основе приемлемые решения. 

Важно отметить различие в характере неявных “знаний”, запомненных искусственной нейронной сетью, и явных, формальных “знаний”, заложенных в экспертных системах. Некоторые сходства и различия представлены в следующей таблице. 

	 
	Экспертные системы (ЭС)
	Нейросетевые системы (НС)

	Источник знаний
	Формализованный опыт эксперта, выраженный в виде логических утверждений - правил и фактов, безусловно принимаемых системой 
	Совокупный опыт эксперта-учителя, отбирающего примеры для обучения + индивидуальный опыт обучающейся на этих примерах нейронной сети 

	Характер знаний
	Формально-логическое “левополушарное” знание в виде правил 
	Ассоциативное “правополушарное” знание в виде связей между нейронами сети 

	Развитие знаний
	В форме расширения совокупности правил и фактов (базы знаний) 
	В форме дообучения на дополнительной последовательности примеров, с уточнением границ категорий и формированием новых категорий 

	Роль эксперта
	Задает на основе правил полный объем знаний экспертной системы 
	Отбирает характерные примеры, не формулируя специально обоснование своего выбора 

	Роль искусственной системы 
	Поиск цепочки фактов и правил для доказательства суждения 
	Формирование индивидуального опыта в форме категорий, получаемых на основе примеров и категоризация образов 


Различия в характере экспертных и нейросетевых ситем обуславливают и различия в их сферах применения. Экспертные системы применяются в узких предметных областях с хорошо структурированными знаниями, наример в классификации неисправностей конкретного типа оборудования, фармокологии, анализе химсостава проб и т.д. Нейронные сети применяютмся кроме перечисленных областей и в задачах с плохо структурированной информацией, например при распознавании образов, рукописного текста, анализе речи и т.д. 

Обучение нейронной сети с учителем,
как задача многофакторной оптимизации.
Во-первых, минимум функции может быть не единственным. Во-вторых, на практике часто необходимо найти глобальный, а не локальный минимум, однако обычно не ясно, нет ли у функции еще одного, более глубокого, чем найденный, минимума.
Решение задачи оптимизации во многом является искусством, общих, заведомо работающих и эффективных в любой ситуации методов нет. Среди часто использемых методов можно рекомендовать симплекс-метод Нелдера, некоторые градиентные методы, а также методы случайного поиска. В Приложении 2 для решения задачи оптимизации рассматриваются методы имитации отжига и генетического поиска, относящиеся к семеству методов случайного поиска. 

В случае, если независимые переменные являются дискретными и могут принимать одно значение из некоторого фиксированного набора, задача многомерной оптимизации несколько упрощается. При этом множество точек поиска становится конечным, а следовательно задача может быть, хотя бы в принципе, решена методом полного перебора. Будем называть оптимизационные задачи с конечным множеством поиска задачами комбинаторной оптимизации.
Необходимость иерархической организации нейросетевых архитектур.
Кроме того, необходимая избыточность в иерархических сетях приводит к тому, что состояние обучения может быть реализовано многими способами, что делает само понятие “ошибка, делаемая данным нейроном” весьма неопределенным.
Обучение методом обратного распространения ошибок.

Для обучения многослойной сети в 1986 г. Руммельхартом и Хинтоном (Rummelhart D.E., Hinton G.E., Williams R.J., 1986) был предложен алгоритм обратного распостранения ошибок (error back propagation). Многочисленные публикации о промышленных применениях многослойных сетей с этим алгоритмом обучения подтвердили его принципиальную работоспособность на практике. 

Параметр h имеет смысл темпа обучения и выбирается достаточно малым для сходимости метода. О сходимости необходимо сделать несколько дополнительных замечаний. Во-первых, практика показывает что сходимость метода обратного распространения весьма медленная. Невысокий тепм сходимости является “генетической болезнью” всех градиентных методов, так как локальное направление градиента отнюдь не совпадает с направлением к минимуму. Во-вторых, подстройка весов выполняется независимо для каждой пары образов обучающей выборки. При этом улучшение функционирования на некоторой заданной паре может, вообще говоря, приводить к ухудшению работы на предыдущих образах. В этом смысле, нет достоверных (кроме весьма обширной практики применения метода) гарантий сходимости.
Другие иерархические архитектуры.
Теперь мы познакомимся с иными подходами к построению нейросетей и методам обучения, и в частности, с методом обучения без учителя на основе самоорганизации.

Процесс обучения представляется в следующей итерационной форме: 
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Нейронная сеть встречного распространения.

Архитектура встречного распространения (counter propagation) удачно об'единяет в себе преимущества возможности обобщения информации сети Кохонена и простоту обучения выходной звезды Гроссберга. Создатель сети встречного распространения Р.Хехт-Нильсен (R.Hecht-Nielsen, 1987) рекомендует использование этой архитектуры для быстрого моделирования систем на начальных этапах исследований с дальнейшим переходом, если это потребуется, на значительно более дорогой, но более точный метод обучения с обратным распространением ошибок. 

Модель Хопфилда.

Конфигурация и устойчивость сетей с обратными связями. Модель Хопфилда. Правило обучения Хебба. Ассоциативная память. Распознавание образов. 
Модель Хопфилда (J.J.Hopfield, 1982) занимает особое место в ряду нейросетевых моделей. В ней впервые удалось установить связь между нелинейными динамическими системами и нейронными сетями. Образы памяти сети соответствуют устойчивым предельным точкам (аттракторам) динамической системы. Особенно важной оказалась возможность переноса математического аппарата теории нелинейных динамических систем (и статистической физики вообще) на нейронные сети. При этом появилась возможность теоретически оценить об'ем памяти сети Хопфилда, определить область параметров сети, в которой достигается наилучшее функционирование. 

Ситуация с ложным образом эквивалентна нашему "Где-то я уже это видел".
Алгоритмы разобучения (забывания).

Возможность забывания ненужной, лишней информации является одним из замечательных свойств биологической памяти. Идея приложения этого свойства к искусственной нейросети Хопфилда “удивительно” проста: при запоминании образов обучающей выборки вместе с ними запоминаются и ложные образы. Их-то и следует “забыть”.

Двунаправленная ассоциативная память.

Дальнейшее развитие нейросетевые архитектуры ассоциативной памяти получили в работах Барта Коско (B.Kosko, 1987). Им была предложена модель гетероассоциативной памяти, в которой запоминаяются ассоциации между парами образов. Запоминание происходит так, что при пред’явлении сети одного из образов восстанавливается второй член пары.

Запоминание образов через ассоциаций между ними весьма характерно для памяти человека. Вспоминание (воспроизведение) нужной информации может происходить путем построения цепочки ассоциаций. Так, например, наблюдая на улице столб дым из заводской трубы, вы вполне можете вспомнить, что оставили дома чайник на включенной плите.
Исследования возможности использования нейронных сетей для решения таких задач сегодня сформировали новую научную дисциплину - нейроматематику. 

Применение нейронных сетей для решения традиционных математических задач выглядит весьма привлекательным, так нейропроцессоры являются системами с предельно высоким уровнем параллельности при обработке информации. В нашей книге мы рассмотрим использование нейро-оптимизаторов для несколько иных задач, а именно, задач комбинаторной оптимизации.

Многие задачи оптимального размещения и планирования ресурсов, выбора маршрутов, задачи САПР и иные, при внешней кажущейся простоте постановки имеют решения, которые можно получить только полным перебором вариантов. Часто число вариантов быстро возрастает с числом структурных элементов N в задаче (например, как N! - факториал N), и поиск точного решения для практически полезных значений N становится заведомо неприемлимо дорогим. Такие задачи называют неполиномиально сложными или NP-полными. Если удается сформулировать такую задачу в терминах оптимизации функции Ляпунова, то нейронная сеть дает весьма мощный инструмент поиска приближенного решения.

Теория адаптивного резонанса.

Проблема стабильности - пластичности при распознавании образов. Принцип адаптивного резонаса Стефана Гроссберга и Гейл Карпентер. Нейросетевые архитектуры AРT. 
Дальнейшее развитие АРТ: архитектуры АРТ-2 и АРТ-3.

Нерешенные проблемы и недостатки АРТ-1.

Нейронные сети АРТ, при всех их замечательных свойствах, имеют ряд недостатков. Одним из них является большое количество синаптических связей в сети, в расчете на единицу запоминаемой информации. При этом многие из весов этих связей (например, веткора T) оказываются после обучения нулевыми. Эту особенность следует учитывать при аппаратных реализациях. 

Сеть АРТ-1 приспособлена к работе только с битовыми векторами. Это неудобство преодолевается в сетях АРТ-2 и АРТ-3. Однако в этих архитектурах, равно как и в АРТ-1, сохраняется главный недостаток АРТ - локализованность памяти. Память нейросети АРТ не является распределенной, некоторой заданной категории отвечает вполне конкретный нейрон слоя распознавания. При его разрушении теряется память обо всей категории. Эта особенность, увы, не позволяет говорить о сетях адаптивной резонансной теории, как о прямых моделях биологических нейронных сетей. Память последних является распределенной.

Сети АРТ-2 применялись для распознавания движущихся изображений. Успешные эксперименты выполнены в Массачусетском Технологическом Институте (MIT). Поскольку нейросистемы АРТ не содержат механизма инвариантного распознавания (в отличие от НЕОКОГНИТРОНА, см. предыдущую Лекцию), то в сочетании с ними применяются специализированные (часто не нейросетевые) системы инвариантного представления образов, например двумерное преобразование Фурье, или более сложные алгоритмы. Более подробное рассмотрение особенностей и применений АРТ-2 требует профессионального изучения и не входит в наши цели.
Черты современных архитектур.

Современные архитектуры нейронных сетей. Актуальные направления фундаментальных исследований. Программные и аппаратные реализации нейронных сетей. Нейропроцессоры. Научные и промышленные приложения. 
1. Плотное сопряжение теоретических исследований с поиском новых физических принципов и физических сред для аппаратной реализации нейронных сетей. Здесь прежде всего следует отметить оптичекие системы, как линейные, так и нелинейные: фурье-оптика, голограммы, нелинейные фоторефрактивные кристаллы, оптические волноводные волокна, электронно-оптические умножители и другие. Перспективными также являются среды с естественными автоволновыми свойствами (химические и биологические). Все эти среды реализуют важное свойство массивной параллельности при обработке информации. Кроме того, они, как правило, содержат механизмы "саморегулирования", позволяющие организовывать обучение без учителя.
Сегодняшний день нейронауки.

Некоторые сведения из истории нейронауки читатель уже почерпнул во введении. Фундаментальные исследования в теории нейронных сетей и интеллектуальных методов обработки информации достигли новой фазы после ряда состоявшихся начиная с 1986 г. специализированных конференций, непосредственно посвященных нейронауке. Осенью 1988 г. было учреждено Международное общество нейросетей (INNS - International Neural Networks Society), которое координирует мировую "нейроактивность".

Предстоящий летом 1994 г. Всемирный конгресс по нейронным сетям, организуемый этим обществом, подведет основные итоги и проявит современное состояние фундаментальных исследований. Для охвата тенденций развития нейронауки в целом мы остановимся на основных тематических вопросах программы этого конгресса. 

1. Биологическое зрение.Этот раздел возглавляет С.Гроссберг.

2. Машинное зрение. Раздел охватывает аспекты моделирования зрительных функций в технических системах. Особое внимание будет уделено принципам избирательного внимания к объектам зрительной сцены.

3. Речь и язык. Различные аспекты синтеза и распознавания речи.

4. Биологические нейронные сети. Тематика раздела охватывает свойства отдельных нейронов, нейронных сетей управления движением и слухом, аспекты обучения в биологических сетях, а также пути перехода от биологических нейронов к искусственным (кремниевым).

5. Нейроуправление и робототехника.
6. Обучение с учителем.
7. Обучение без учителя.
8. Распознавание образов.
9. Прогноз и идентификация систем. Рассматриваются методы кибернетического моделирования сложных систем на базе нейронных сетей.

10. Нейронаука о сознании. Аспекты организации и моделирования высшей нервной деятельности.

11. Связь науки о сознании с искусственным интеллектом.
12. Нечеткие нейронные системы. Построение нейромоделей нечеткой логики.

13. Обработка сигналов. Одна из старейших областей приложений нейронных сетей и теории распознавания образов - выделение и анализ свойств сигнала из шума.

14. Нейродинамика и хаос. Сюда относятся свойства нейронных сетей, как нелинейных динамических систем.

15. Аппаратные реализации. Ключевой вопрос перспективных приложений - новые физические принципы и среды для обработки информации.

16. Ассоциативная память.
17. Приложения. Данный раздел будет, по-видимому, наиболее широко представлен.

18. Нейровычисления и виртуальная реальность. Здесь рассматривается возможность применения нейронных сетей и высокопараллельных вычислений на них для создания искусственной реальности. Сложная аппаратно-программная система виртуальной реальности моделирует основные сигналы, воспринимаемые человеком от внешнего мира, и реагирует на его действия, подменяя собой реальный мир.

19. Сети и системная нейронаука. Основное внимание в этом разделе будет уделено временному поведению сигналов в нейронных контурах как биологических, так и искусственных сетей.

20. Математические основания.
Программное и аппаратное обеспечение. Нейро-ЭВМ.

К настоящему времени сформировался обширный рынок нейросетевых продуктов. Подавляющее большинство продуктов представлено в виде моделирующего программного обеспечения. Ведущие фирмы разрабатывают также и специализированные нейрочипы или нейроплаты в виде приставок к обычным ЭВМ (как правило, персональным ЭВМ линии IBM PC AT). При этом программы могут работать как без нейро-приставок, так и с ними. В последнем случае быстродействие гибридной ЭВМ возрастает в сотни и тысячи раз.

Перечислим некоторые наиболее извесные и популярные нейросистемы и их производителей.

Пакет программ NeuralWorks Professional II Plus. Это одна из последних версий программного продукта NeuralWorks, разработаного фирмой NeuralWare. Пакет содержит программные модели десятков архитектур нейронных сетей (в том числе, некоторые из рассмотренных в этой книге). Фирма объявила также о выпуске версии пакета для рабочих станций типа SUN и параллельных процессоров nCUBE.

Пакет программ ExploreNet 3000. Разработка фирмы HNC, основанной профессором Робертом Хехт-Нильсеном. Пакет предоставляет широкие фозможности по моделированию и управлению данными. В качестве ускорителя используется аппаратные разработки фирмы HNC - нейропроцессоры ANZA и ANZA+, являющиеся одними из первых аппаратных решений. Фирма предложила также средство для разработки прикладных программ - специализированный язык программирования AXON, основанный на языке C.

Оболочка NeuroShell 2.0. Достоинством этой программы является совместимость с популярным пакетом управления данными MicroSoft Excel, что делает продукт удобным для массового использования.

В России известны также разработки НИИ многопроцессорных вычислительных систем, г.Таганрог (СБИС для цифровых нейрокомпьютеров, имеющая около 100000 вентилей и работающая на частоте 20 МГц), Московского центра нейрокомпьютеров (аппаратные системы на основе транспьютеров). Среди программных систем следует отметить разработки кафедры нейрокибернетики Красноярского университета, системы распознавания образов НИИ нейрокибернетики Ростовского университета и Института прикладной физики в Нижнем Новгороде. 

В 1993 немецкая фирма Simens объявила о выпуске самого быстродействующего на сегодняшний день нейрокомпьютера, названногоSYNAPSE-I. Этот нейрокомпьютер в целом представляет собой систему из управляющей (host) машины и специализированного нейропроцессора с локальной памятью для синаптических весов. В каждой нейросетевой парадигме можно выделить относительно небольшой набор операций, специфических для нейронных сетей, который может быть очень эффективно в параллельном режиме выполнен на специализированном процессоре. К таким операциям относятся, например, умножение и сложение матриц и векторов, транспонирование матриц, вычисление пороговых преобразований, параллельное вычисление табличных функций и другие. Оставшиеся фрагменты алгоритма, имеющие развитую логику, но требующие обычно лишь несколько процентов от общего времени вычислений, могут быть успешно выполнены и на обычной ЭВМ. В нейрокомпьютере SYNAPSE-1 в качестве такой host-машины выступает рабочая станция Sun Sparc Station II. Плановое ускорение на нейро-операциях в SYNAPSE-1 будет составлять 8000 раз (!) по сравнению с host-станцией. Для пользователя предусмотрены удобный проблемно-ориентированный на нейросети язык программирования nAPL, среда программирования на языке C++ и удобная UNIX-совместимая операционная система.

Перечисленные выше нейросистемы являются относительно дорогими и предназначены в основном для профессионального использования. В учебно-исследовательских целях в приложении к этой книге приведена простая программа, реализующая алгоритмы обучения и распознавания однослойного персептрона. Читатель, знакомый с языком программирования Паскаль, может использовать эту программу, снабдив ее модулями ввода-вывода, для экспериментирования с нейроной сетью, а также в качестве введения в технологию создания нейропрограммного обеспечения.

Итоги.

Эта книга завершена, но в нейронауке, разумеется, рано ставить точку. Автор надеется, что этот учебник не только выполнит свою основную функцию - систематическое введение в теорию нейронных сетей - но и поможет приблизиться к ответу на важный вопрос: являются ли искусственные нейронные сети долгожданным магистральным направлением, в котором будет продолжаться развитие методов искусственного интеллекта, или же они окажутся веянием своеобразной моды, как это ранее было с экспертными системами и некоторыми другими аппаратами научных исследований (например, диаграммами Фейнмана), от которых вначале ожидали революционных прорывов. Постепенно, однако, эти методы обнаруживали свои ограничения и занимали соответсвующее (но достойное!) место в общей структуре науки. 

Сегодня нейронные сети уже не являются уделом небольшой группы теоретиков. К нейросетевым приложениям подключаются инженеры и исследователи разных специальностей. Особенно радует прогресс в построении удачных нейросетевых моделей исследуемых явлений, полностью базирующихся на экспериментальных данных. Здесь наиболее полно проявляются замечательные свойства искусственных нейронных систем: массивная параллельность обработки информации, ассоциативность памяти и возможность к обучению на опыте. Это открывает новые перспективы для систематизации многочисленной экспериментальной информации в таких областях знаний, где традиционно трудно приживается математический формализм, например, в медицине, психологии и истории.

Компьютерное моделирование нейросетей.

Принципы разработки программного обеспечения, выполняющего имитационное моделирование нейросетей. Структура и функции блоков программы. Пример программной реализации алгоритма обучения персептрона. 
Принципы разработки нейроимитаторов.

Нейроимитатор представляет собой компьютерную программу (или пакет программ), которая выполняет следующие функции:

· Описание и формирование архитектуры нейронной сети 

· Сбор данных для обучающей выборки 

· Обучение выбранной нейросети на обучающей выборке или загрузка уже обученной сети с диска 

· Тестирование обученной нейросети 

· Визуализация процесса обучения и тестирования 

· Решение задач обученной сетью 

· Запись результатов обучения и полученных решений на диске. 

Промышленные нейроимитаторы (такие, как Neural Works Professional II+ фирмы Neural Ware, или MultiNeuron, разработанный в Красноярском научном центре) предоставляют исследователю широкий набор возможностей по реализации этих функций. В индивидуальных программах, когда пользователя интересует прежде всего результат работы нейросети, часть этих функций может быть максимально упрощена.
Постановка задачи в терминах нейронной сети.

Постановка задачи для нейронной сети имеет определенную специфику, как читатель уже мог убедиться на протяжении всего курса. Прежде всего, необходимо решить, относится ли решаемая задача к одному из стандартных типов нейросетевых постановок: задачи классификации (категоризации), задачи построения функциональной модели (идентификации систем), задачи прогноза, задачи оптимизации и нейроматематики, задачи управления и, наконец, задачи распознавания образов и обработки сигналов. 

Нестандартная постановка задачи для нейроЭВМ обычно требует проведения специальных исследований и большого опыта решения других задач. На этом этапе обязательно нужно ответить на вопрос: а нужна ли вообще для решения данной задачи нейронная сеть? Вполне возможно (и часто бывает так), что решение может быть получено алгоритмическим способом. В этом случае применение нейроимитатора обычно оказывается не эффективным.

Далее следует определить используемые в задаче признаковые пространства, в которые включаются параметры, играющие важную роль в данной задаче. Если вы не являетесь экспертом в рассматриваемой предметной области, то на этом этапе целесообразно получить консультации. Общение с коллегами никогда не будет вредным, даже если вас считают ведущим специалистом по данному вопросу. 

При построении признаковых пространств следует учесть наличие и доступность соотвествующих данных, в противном случае у вас не будет информации для обучения нейросети.

И, наконец, очень полезно представить ожидаемый результат работы нейросети и способ его дальнейшего использования. Во многих случаях это приводит к упрощению постановки, и, как следствие, к более эффективному решению. Если же полученные результаты не будут соответствовать вашим ожиданиям, то это - важная причина более фундаментально подойти к задаче.

Выбор и анализ нейроархитектуры, адекватной задаче.

Тип используемой нейросети во много диктуется поставленой задачей. Так, для задачи классификации удобными могут оказаться многослойный персептрон и сеть Липпмана-Хемминга. Персептрон таже применим и для задач идентификации систем и прогноза. При решении задач категоризации потребуются карта Кохонена, архитектура встречного распространения или сеть с адаптивным резонансом. Задачи нейроматематики обычно решаются с использованием различных модификаций модели Хопфилда.

Лучше использовать те архитектуры, свойства котоых вам наиболее знакомы, так как это упростит интерпретацию результатов. На выбо может повлиять наличие или отсутсвие в вашем распоряжении соотвествующих программ.

Отбор данных и формирование обучающей выборки.

Идеальной является ситуация, когда вы можете получить произвольно много различных данных для вашей задачи. В этом случае следует позаботиться об отсутствии систематических ошибок и уклонений в данных (если только именно этот вопрос не является предметом ваших исследований). Целесообразно включение в обучающую выборку прежде всего тех данных, которые описывают условия, близкие к условиям дальнейшего использования нейросистемы.

Для решения некоторых задач распознавания образов данные, если это возможно, следует представить в инвариантном виде.

Для практических целей следует часть обучающей выборки не использовать при обучении, а применить для последующего тестирования работы нейросети. Полезно понимать, что очень большая выборка обучающих данных сильно замедлит процесс обучения без существенного улучшения результата.

Если в вашем распоряжении имеется весьма ограниченный объем данных, то потребуется анализ его достаточности для решения вашей задачи. Обычно это оказывается весьма непростым вопросом. Одним из решений может быть уменьшение размерности признаковых пространств задачи. В любом случае, обучающих данных должно быть больше, чем обучаемых параметров нейросети.

Разработка собственной программы или использование существующего нейроимитатора?

Имеющиеся на рынке нейроимитаторы разрабатываются профессионалами специально для вашего удобства. Для практических целей лучше предпочесть их использование. Это обеспечит выполнение стандартов и доказательность полученных вами результатов. 

Исключение составляют нестандартные задачи и специализированные архитектуры нейросетей, в этом случае необходимо разрабатывать новую программу. При выборе технической среды для вашего проекта полезно учитывать имеющиеся инструментальные средства для написания нейропрограмм и обработки баз данных. В качестве языка программирования чаще всего используется C (или C++). Для небольших проектов можно выбрать ПАСКАЛЬ или БЕЙСИК.

И, пожалуйста, не тратьте время на перепрограммирование стандартной функции вычисления квадратного корня!

Анализ результатов.

Это одна из самых важных фаз решения задачи. Для полноты анализа следует позаботиться о нагладности результатов, используя представление их в графическом виде. Если результаты будут использоваться в дальнейших вычислениях с примененим ЭВМ, целесообразно сразу представить их в формате, понимаемом другими программами. Для обмена между программами небольшими таблицами данных можно использовать текстовое представление. Для больших объемов лучше применить стандартные форматы, например, формат dbf-файлов системы dBASE разработки фирмы Ashton-Tate. Это автоматически позволит использовать вам средства этой (и многих других) системы для представления, хранения и редактирования данных.

Если полученные результаты существенно отличаются от ожидаемых, скорее всего придется вернуться к постановке задачи. 

Однако возможно, что вы на пороге нового открытия...

Описание программы PERC.

В этом пункте будет описана простейшая программа PERC, реализующая обучение однослойного ПЕРСЕПТРОНА. В качестве примера была выбрана следующая задача. Нейронной сети предъявляется вектор, состоящий из 10 копмонент, каждая из которых может быть нулем или единицей. Сеть должна научиться определять, чего больше - нулей или единиц.

Для решения такой задачи необходим по крайней мере один нейрон с десятью входами и одним выходом (хотя программа позволяет использовать несколько нейронов). Представляемая функция относится к классу линейно разделимых, поэтому этого одного нейрона достаточно для решения.

В качестве обучающей выборки используются 200 векторов, компоненты которых разыгрываются с использованием датчика псевдослучайных чисел ПАСКАЛЯ. Правильный ответ определяется непосредственным сравнением числа нулей и единиц.

Обучение сети проводится по дельта-правилу Ф.Розенблатта, подробно рассмотренному в лекции 4. По завершении обучения программа выдает число выполненных итераций и значение достигнутой ошибки обучения. В конце этого пункта приведен полный листинг программы PERC и результаты ее работы (Внимание! Если вы проведете расчет по программе на вашем компьютере, то полученные значения могут слегка отличаться от приведенных из-за различных последовательностей случайных чисел).

Для тестирования качества обучения разработана отдельная программа TEST (текст и результаты работы которой тоже приводятся). Структуры используемых данных и работа программы аналогичны программе PERC. Для тестирования также используются случайные вектора. 

Результаты теста весьма удовлетворительны, нейронная сеть успешно справляется с задачей с точностью до ошибок во 2-3 знаке ответа. Интерпритация этих ошибок не вызывает затруднений или недоразумений.

Текст программы PERC.

PROGRAM PERC;

(* P E R C  -  Учебная программа, реализующая однослойный

               PERCEPTRON.

               ДАТА:  26 октября 1994 г.

               АВТОР: С.А.Терехов (email: sta@ch70.chel.su)

*)

CONST

    CMaxInp     = 20;       (* Максимальное число входов *)

    CMaxOut     = 10;       (* Максимальное число выходов *)

    CMaxImages  = 200;      (* Максимальное число образов *)

    CEta        = 0.75;     (* Темп обучения *)

    CError      = 5.0e-3;   (* Граница требуемой ошибки *)

    CCounter    = 1000;     (* Максимальное число итераций *)

    CInitWeight = 5.0;      (* Максимальное начальное значение

                               случайных синаптических весов *)

    CBiasNeuron = 1.0;      (* Активность нейрона-порога *)

TYPE

    TMatrix     = ARRAY[0..CMaxInp,1..CMaxOut] OF REAL;

                    (* Нулевой столбец содержит значения порогов *)

    TInpVector  = ARRAY[1..CMaxInp] OF REAL;

    TOutVector  = ARRAY[1..CMaxOut] OF REAL;

    (* Структура сети *)

    TPerceptron = RECORD   

        NInp : INTEGER;     (* Число входов *)

        NOut : INTEGER;     (* Число выходов *)

        Inp  : TInpVector;  (* Текущий вектор входов *)

        Out  : TOutVector;  (* Текущий вектор выходов *)

        W    : Tmatrix;     (* Матрица связей *)

    END;

    (* Запись в базе данных - обучающей выборке *)

    TBaseRecord = RECORD

        X    : TInpVector;

        Y    : TOutVector;

    END;

    (* Структура базы данных *)   

    TBase = RECORD

        NImages : INTEGER;  (* Число обучающих образов *)

        Images  : ARRAY[1..CMaxImages] OF TBaseRecord;

    END;

VAR

    VNet                  : TPerceptron;

    VBase                 : TBase;

    VOK                   : BOOLEAN;

    VError, VTemp, VDelta : REAL;

    VCounter, Vi, Vj, Vk  : INTEGER;

    VFile                 : FILE OF TPerceptron;

PROCEDURE InitAll;

(* Инициализация нейронной сети с 10 входами и одним выходом,

   задание начальных случайных значений матрицы связей *)

VAR

    Li, Lj, Lk : INTEGER;

BEGIN

    WITH VNet, VBase DO

    BEGIN

        NInp := 10;

        NOut := 1;

        FOR Li := 0 TO NInp DO

            FOR Lj := 1 TO NOut DO

                 W[Li,Lj] := CInitWeight*(RANDOM-0.5);

    END;

    VOK := TRUE;

END;

PROCEDURE GetDataBase;

(* Генерация обучающей выборки из 200 случайных образов.

   При определении правильного числа единиц используется прямой

   подстчет *)

VAR

    Li, Lj, Lk : INTEGER;

BEGIN

    VOK := TRUE;

    WITH VBase, VNet DO

    BEGIN

        NImages := 200;

        FOR Li:= 1 TO NImages DO

        BEGIN

            Lk := 0;

            FOR Lj:=1 TO NInp DO

            BEGIN

                (* Случайно 0 или 1 *)

                Images[Li].X[Lj] := RANDOM( 2 );

                (* Подсчет единиц *)

                IF ( Images[Li].X[Lj] > 0 )

                    THEN Lk := Lk + 1;

            END;

            (* Выход равен единице, если в данном входном векторе

               число единиц больше числа нулей *)

            IF ( Lk > (NInp-Lk) )

                THEN Images[Li].Y[1] := 1

                ELSE Images[Li].Y[1] := 0

        END;

    END;

END;

PROCEDURE SaveNet;

(* Запись параметров нейронной сети в файл SAMPLE.DAT.

   Производится контроль за операциями вывода с использованием

   ключа I+ и I- компилятора ТУРБО ПАСКАЛЯ *)

BEGIN

    ASSIGN( VFile, 'SAMPLE.DAT' );

    {$I-}

    REWRITE( VFile );

    {$I+}

    VOK := (IOResult = 0);

    IF VOK THEN

    BEGIN

        {$I-}

        WRITE( VFile, VNet );

        CLOSE ( VFile );

        {$I+}

        VOK := (IOResult = 0);

    END;

END;

FUNCTION Sigmoid( Z: REAL ): REAL;

(* Сигмоидальная переходная функция нейрона *)

BEGIN

   Sigmoid := 1.0/(1.0+EXP(-Z));

END;

(* Основная программа *)

BEGIN

    WRITELN('<< P E R C E P T R O N >> (Нейроимитатор) ');

WRITELN('----------------------------------------- ');

    VOK := TRUE;

    (* Инициализация с контролем ошибки *)

    RANDOMIZE;

    InitAll;

    IF (NOT VOK) THEN

    BEGIN

        WRITELN('Ошибка инициализации');

        HALT;

    END;

    (* Генерация базы данных *)

    VOK := TRUE;

    GetDataBase;

    IF (NOT VOK) THEN

    BEGIN

        WRITELN('Ошибка при генерации базы данных');

        HALT;

    END;

    (* Цикл обучения *)

    VOK := TRUE;

    VCounter := 0;

    WITH VNet, VBase DO

        REPEAT

            VError := 0.0;

            (* Цикл по обучающей выборке *)

            FOR Vi := 1 TO NImages DO

            BEGIN

                (* Подача очередного образа на входы сети *)

                FOR Vj := 1 TO NInp DO

                BEGIN

                    Inp[Vj] := Images[Vi].X[Vj];

                END;

                (* Цикл по нейронам. При аппаратной реализации

                   будет выполняться параллельно !!! *)

                FOR Vk := 1 TO NOut DO

                BEGIN

                    (* Состояние очередного нейрона *)

                    VTemp := CBiasNeuron*W[0,Vk];

                    FOR Vj := 1 TO NInp DO

                    BEGIN

                        VTemp := VTemp +

                            Inp[Vj]*W[Vj,Vk];

                    END;

                    Out[Vk] := Sigmoid( VTemp );

                    (* Накопление ошибки *)

                    VDelta := Images[Vi].Y[Vk]-Out[Vk];

                    VError := VError + 0.5*SQR( VDelta );

                    (* Обучение по дельта-правилу Розенблатта *)

                    W[0,Vk] := W[0,Vk] +

                        CEta*CBiasNeuron*VDelta;

                    FOR Vj := 1 TO NInp DO

                    BEGIN

                        W[Vj,Vk] := W[Vj,Vk] +

                            CEta*Inp[Vj]*VDelta;

                    END;

                END;

            END;

            VCounter := VCounter + 1;

        UNTIL ( (VCounter >= CCounter) OR

                (VError <= CError) );

        (* Цикл завершен при достижении максимального числа

           итераций или минимально достаточной ошибки *)

    WRITELN( 'Выполнено ', VCounter, ' итераций');

    WRITELN( 'Ошибка обучения ', VError );

    (* Сохранение результатов обучения на диске *)

    SaveNet;

    IF (NOT VOK) THEN

    BEGIN

        WRITELN('Ошибка при записи на диск');

        HALT;

    END;

    WRITE('Нейронная сеть обучена, параметры');

    WRITELN(' записаны в файл SAMPLE.DAT');

END.

Результат работы программы PERC
<< P E R C E P T R O N >> (Нейроимитатор) 

----------------------------------------- 

Выполнено 243 итераций 

Ошибка обучения  4.9997994218E-03

Нейронная сеть обучена, параметры записаны в файл

SAMPLE.DAT

Текст программы TEST.
PROGRAM TEST;

(* T E S T - Тестирующая программа для

нейроимитатора PERC *)

CONST

    CMaxInp     = 20;

    CMaxOut     = 10;

    CMaxImages  = 15;

    CBiasNeuron = 1.0;

TYPE

    TMatrix     = ARRAY[0..CMaxInp,1..CMaxOut] OF REAL;

    TInpVector  = ARRAY[1..CMaxInp] OF REAL;

    TOutVector  = ARRAY[1..CMaxOut] OF REAL;

    TPerceptron = RECORD

        NInp : INTEGER;

        NOut : INTEGER;

        Inp  : TInpVector;

        Out  : TOutVector;

        W    : TMatrix;

    END;

VAR

    VNet        : TPerceptron;

    VTemp       : REAL;

    VCorrect    : REAL;

    Vi, Vj, Vk  : INTEGER;

    VOK         : BOOLEAN;

    VFile       : FILE OF TPerceptron;

PROCEDURE LoadNet;

(* Чтение параметров нейронной сети из файла SAMPLE.DAT.

   Производится контроль за операциями ввода с использованием

   ключа I+ и I- компилятора ТУРБО ПАСКАЛЯ *)

BEGIN

    ASSIGN( VFile, 'SAMPLE.DAT' );

    {$I-}

    RESET( VFile );

    {$I+}

    VOK := (IOResult = 0);

    IF VOK THEN

    BEGIN

        {$I-}

        READ( VFile, VNet );

        CLOSE ( VFile );

        {$I+}

        VOK := (IOResult = 0);

    END;

END;

FUNCTION Sigmoid( Z: REAL ): REAL;

BEGIN

   Sigmoid := 1.0/(1.0+EXP(-Z));

END;

BEGIN

    VOK := TRUE;

    RANDOMIZE;

    (* Чтение параметров обученной нейросети *)

    LoadNet;

    IF (NOT VOK) THEN

    BEGIN

        WRITELN('Ошибка при чтении файла');

        HALT;

    END;

    VOK := TRUE;

    WITH VNet DO

    BEGIN

        WRITELN('<<P E R C E P T R O N>> (Тестирующая программа)');

        WRITELN('-----------------------------------------------');

        WRITELN(' ВОПРОС                 ОТВЕТ  ВЕРНЫЙ ОТВЕТ  ');

        WRITELN('-----------------------------------------------');

        FOR Vi := 1 TO CMaxImages DO

        BEGIN

            (* Подача на вход случайного образа *)

            Vk := 0;

            FOR Vj:=1 TO NInp DO

            BEGIN

                (* Случайно 0 или 1 *)

                Inp[Vj] := RANDOM( 2 );

                (* Подсчет единиц *)

                IF ( Inp[Vj] > 0 )

                THEN Vk := Vk + 1;

            END;

            (* Правильный ответ известен ! *)

            IF ( Vk > (NInp-Vk) )

            THEN VCorrect := 1.0

            ELSE VCorrect := 0.0;

            (* Ответ выдает нейросеть *)

            FOR Vk := 1 TO NOut DO

            BEGIN

                VTemp := CBiasNeuron*W[0,Vk];

                FOR Vj := 1 TO NInp DO

                BEGIN

                    VTemp := VTemp +

                         Inp[Vj]*W[Vj,Vk];

                END;

                Out[Vk] := Sigmoid( VTemp );

            END;

            (* Выдача результатов *)

            FOR Vj := 1 TO NInp DO

                WRITE( Inp[Vj]:2:0 );

            WRITELN('    ',Out[1]:4:2,'    ', VCorrect:2:0);

        END;

    END;

    WRITELN('-------------------------------------------------');

END.

Результат работы программы TEST.
<<P E R C E P T R O N>> (Тестирующая программа)

-----------------------------------------------

 ВОПРОС                 ОТВЕТ    ВЕРНЫЙ ОТВЕТ

-----------------------------------------------

 0 0 0 0 1 1 1 1 0 0    0.00     0

 0 0 1 0 0 0 0 1 0 1    0.00     0

 1 1 0 0 0 0 0 1 0 0    0.00     0

 1 1 1 1 0 1 0 1 1 1    1.00     1

 0 1 1 1 0 1 1 0 0 0    0.01     0

 1 0 1 0 1 0 1 1 1 0    0.99     1

 1 0 1 1 1 0 0 1 1 0    0.98     1

 1 0 1 1 1 1 0 0 1 1    1.00     1

 1 1 0 1 1 1 1 0 1 0    1.00     1

 1 1 0 1 1 1 0 0 0 1    1.00     1

 0 0 0 0 1 1 0 1 0 1    0.00     0

 1 0 0 1 0 0 0 0 0 1    0.00     0

 1 0 0 1 0 0 0 1 1 0    0.00     0

 0 1 0 1 1 1 0 1 0 0    0.02     0

 1 1 1 1 1 1 0 1 1 0    1.00     1

--------------------------------------------

Задачи.

1. При помощи программы PERC можно изучить зависимость решения от объема данных обучающей выборки. Это достигается изменением значения переменной Nimages в подпрограмме GetDataBase. Попробуйте объяснить ухудшение результатов теста при обучении с постепенным уменьшением числа образов.

2. Модифицируйте программы PERC и TEST, изменив тип переходной функции нейрона. Сравните результаты.

3. Проведите исследование зависимости скорости обучения от темпа (значение CEta) и начального значения весов (значение CInitWeight). Объясните полученные вами результаты.

Дополнительные главы.

Введение в эволюционные алгоритмы. Комбинаторная оптимизация методом генетического поиска. Нейронные сети с нечеткой логикой. Конечные автоматы и нейронные сети. 
Для полноты картины автор счел необходимым дать краткий обзор прочих методов, и, прежде всего, генетических алгоритмов, систем с нечеткой логикой и клеточных автоматов. Чтобы не нарушать цельность изложения, эти методы будут рассматриваться в их соотношении с нейросетевыми алгоритмами.
Поэтому эволюционные алгоритмы также называют методами генетического поиска.
С точки зрения искусственных систем обработки информации генетический поиск представляет собой специфический метод нахождения решения задачи оптимизации. При этом такой итерационный поиск является адаптирующимся к особенностям целевой функции: рождающиеся в процессе скрещивания цепочки тестируют все более широкие области пространства признаков и примущественно располагаются в области оптимума. Относительно редкие мутации препятствуют вырождению генофонда, что равносильно редкому, но не прекращающемуся поиску оптимума во всех остальных областях признакового пространства.
Целевой функцией выступает полная ошибка обучения.
Популяция нейронных сетей эволюционирует к обученному состоянию, при этом в процессе отбора выживают цепочки, кодирующие нейронные сети с малыми ошибками.

Генетический алгоритм является примером задачи, допускающей высокую степень параллельности при моделировании на современных векторных ЭВМ. Простота выполняемых операций открывает также широкие перспективы для разработки специализированных генетических процессоров.

Системы нечеткой логики.

Нечеткая логика (fuzzy logic) является обобщением привычной булевой логики, оперирующей с двоичными числами, которые соответствуют понятиям истина и ложь. В нечеткой логике эти понятия обобщаются и на все промежуточные между истиной и ложью состояния. В соответствии с этим нечеткая логика оперирует числами из интервала [0,1], которые отражают степень истинности высказывания. Впервые теория нечетких множеств была сформулирована профессором Калифорнийского университета Заде.

Нечеткая логика опирается на многие практические потребности прикладных наук, оперирующих с не полностью достоверной и противоречивой информацией. К ним относятся теория управления и принятия решений по неполной информации, системная экология, занимающаяся оценками риска от техногенного воздействия промышленных производств и последствиями аварий, макроэкономика и другие.

Нейродинамика в модели Хопфилда

Рассмотрим сеть из N формальных нейронов, в которой степень возбуждения каждого из нейронов Si, i=1..N, может принимать только два значения {-1, +1}. Любой нейрон имеет связь со всеми остальными нейронами Sj, которые в свою очередь связаны с ним. Силу связи от i-го к j-му нейрону обозначим как Wij. 

В модели Хопфилда предполагается условие симметричности связей Wij=Wji, с нулевыми диагональными элементами Wii=0. К сожалению, это условие имеет весьма отдаленное отношение к известным свойствам биологических сетей, в которых, наоборот, если один нейрон передает возбуждение другому, то тот, в большинстве случаев, непосредственно не связан с первым. Однако именно симметричность связей, как будет ясно из дальнейшего, существенно влияет на устойчивость динамики. 

Изменение состояния каждого нейрона Sj в модели Хопфилда происходит по известному правилу для формальных нейронов МакКаллока и Питтса. Поступающие на его входы сигналы Si в момент t взвешиваются с весами матрицы связей Wij и суммируются, определяя полный уровень силы входного сигнала:
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Далее в момент t+1 нейрон изменяет состояние своего возбуждения в зависимости от уровня сигнала h и индивидуального порога каждого нейрона T:

[image: image9.png]S,(t+1) =1, h(H)<T,
S+ =4, h(t)>T,
S(t+1) =S,(8), h() =T,




В модели Хопфилда (Лекция 8) с обучением сети по правилу Хэбба все вычисления основаны на операциях сложения и умножения. Если описывать значения весов и активности нейронов нечеткими числами, то правило Хэбба может быть сформулировано на языке нечетких операций. Вклад в матрицу связей от образа (k) принимает вид:

[image: image10.png]W = min( £, £7)




Полная матрица связей получается нечетким суммированием отдельных вкладов:

[image: image11.png]- max(#,*)) - max(min[£, £47))





Вычисление активности нейронов производится на с использованием скалярного произведения:

[image: image12.png]S +1) = mjax(min(S/(l),PVU )




Представленная в нечеткой арифметике нейронная сеть Хопфилда очень удобна для моделирования с использованием обычной теневой оптики. Операнды могут представляются прямоугольными отверстиями, площади которых пропорциональны величинам чисел. 

Для умножения чисел отверстия следует наложить друг на друга, при этом пропускание света будет ограничено минимальным отверстием, которое и дает требуемое произведение. При сложении следует фокусировать на одну плоскость два параллельных луча света, каждый из которых пропущен независимо через одно из отверстий. Полученное световое пятно будет соответствовать максимальному отверстию. Соотвествующая оптическая схема сети Хопфилда была предложена и опубликована в журнале Optics Letters.

Необходимо отметить, что оптическая реалиазация нейронной сети Хопфилда с нечетким правилом Хэбба естественным образом обладает большой скоростью вычислений и высоким уровнем параллелизма.

Клеточные автоматы и нейронные сети.

Клеточным автоматом называют сеть из элементов, меняющих свое состояние в дискретные моменты времени в зависимости от состояния самого элемента и его ближайших соседей в предшествующий момент времени. 

Различные клеточные автоматы могуть демонстрировать весьма разнообразное поведение, которое может быть адаптировано для целей обработки информации за счет выбора (а) закона изменения состояния элемента и (б) конкретного определения понятия “ближайшие соседи”. Внимательный читатель без труда заметит, что, например, нейронная сеть Хопфилда вполне может рассматриваться, как клеточный автомат, элементами которрого являются формальные нейроны. В качестве закона изменения состояния нейро-автомата используется пороговое преобразование взвешенной суммы входов нейронов, а ближайшими соседями каждого элемента являются все прочие элементы автомата.

В мире клеточных автоматов имеется класиификация (S. Wolfram, 1983), согласно которой все автоматы делятся на четыре класса, в зависимости от типа динамики изменяющихся состояний. Автоматы первого класса по истечении конечного времени достигают однородного состояния, в котором значения всех элементов одинаковы и не меняются со временем. Ко второму классу автоматов относятся системы, приводящие к локализованным структурам стационарных или периодических во времени состояний элементов. Третий класс составляют “блуждающие” автоматы, которые с течением времени посещают произвольным (непериодическим) образом все возможные состояния элементов, не задерживаясь ни в одном из них. И, наконец, четвертый класс составляют “странные” автоматы, характер динамики которых зависит от особенностей начального состояния элементов. Некоторые начальные состояния приводят к однородному вырождению автомата, другие - к возникновению циклической последовательности состояний, третьи - к непрерывно меняющимся (как “по системе”, так и без видимой системы) картинам активности элементов.

К автоматам четвертого типа относится знаменитая игра “Жизнь” Дж. Конвея. Каждый элемент (организм) колонии “Жизни” может находиться в состоянии покоя или активности. Ближайшими к данному элементу объявляются четыре его соседа на квадратной решетке. Покоящийся элемент может возродиться к активности, если рядом с ним находится ровно три активных соседа. Активный элемент сохраняет “жизнеспособность” при двух активных соседях. Если соседей больше чем два, то элемент гибнет от тесноты, а если их меньше, чем два, то гибель наступает от скуки. Хотя наблюдение за сложной эволюцией начального состояния “Жизни” может дать определенную пищу для мыслительной исследовательской деятельности, в целом этот автомат остается не более чем математическим курьезом. 

Существуют, однако, более серьезные приложения клеточных автоматов. Среди них прежде всего следует выделить автоматы, реализующие дискретные разностные схемы для решения разнообразных задач математической физики. Для этих целей используются автоматы второго рода.

Активность популяции элементов автомата может также описывать такие сложные явления, как рост кристаллов из зародышевых состояний, диффузию и миграцию жидкости в неоднородной пористой среде, особенности возникновения и развития турбулентности о потоках жидкостей и газов, распространение импульса в нервной системе, рост опухоли в биологической ткани, развитие лесных пожаров и другие явления. Описание разнообразных применений клеточных автоматов заслуживает отдельного пристального внимания. 
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